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6 Cadenas de Markov 21

1



1 Variables Aleatorias Continuas (v.a.c.)

Definición: Variable aleatoria continua

Dado un espacio de probabilidad (Ω, A,P) una variable aleatoria

X: Ω → R

se dice ser continua si y solo si Rx = X(r): r ∈ Ω es infinito no numerable.

Función de densidad

Sea (Ω, A, P ) un espacio de probabilidad y X: Ω → R una v.a.c
Una función de densidad o función de densidad de probabilidad PDF si y solo si se cumple:

1.

∫
R
f(T)dt =

∫ +∞

−∞
f(T)dT = 1

2. Para a y b ∈ R con a ≤ b: P(a≤X≤b) =

∫ b

a

f(T)dT

Nota: Sea (Ω, A,P) un espacio de proba.

1. Si fx : R → [0,+∞[ es una función de densidad para una v.a.c X: Ω → R entonces se suele denotar fx
= f

2. La función de proba puntual es 0

Teorema: Función de densidad de una función de v.a.c

Sea (Ω, A, P ) un espacio de probabilidad, X: Ω → R una v.a.c con PDF fx : R → [0,+∞[.
Sea g : Rx → R una función estrictamente monótona y derivable. Entonces, Y = goX = g(X) es una nueva
v.a.c. y esta cumple que su PDF es la función fy : R → [0,+∞[ dada por:

fy(T ) =

{
fx(g

−1(T )) · |dg
−1(T )
dT | si T ∈ Ry

0 en caso contrario.

Función de distribución acumulada

Sea (Ω, A,P) un espacio de probabilidad y sea X: Ω → R con PDF fx: R → [0,+∞[
La función de distribución acumulada de X es la función FX : R → [0, 1] dada por:

Fx(λ) =

∫ λ

−∞
fx(T )dT = P({X ≤ λ}) = P({X < λ})

unicamente en caso de que Fx sea continua por derecha, esto es: limλ→λ+
0
Fx(λ) = Fx(λ0) con λ0 ∈ R

Teorema: Propiedades de la función de distribución acumulada

Sea Fx : R → [0,+∞[ la función de distribución acumulada de una v.a.c X: Ω → R con PDF fx: R →
[0,+∞[, entonces:

1. Fx es creciente y continua por la derecha, tal que Fx(a) ≤ FX(b) con a ≤ b y a,b ∈ R

2. limλ→−∞ Fx(λ) = 0 y limλ→+∞ Fx(λ) = 1

3. Para a,b ∈ R con a ≤ b: P({a ≤ X ≤ b}) = P({a < X < b}) = Fx(b)− Fx(a)

4. Para cada λ ∈ R Fx es derivable en λ y: F ‘
x = fx(λ)

5. Rx = {T ∈ R : fx(T ) > 0}
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Esperanza y varianza de una v.a.c.

Sea (Ω, A, P ) un espacio de probabilidad, X: Ω → R una v.a.c con PDF fx : R → [0,+∞[.

1. La esperanza o valor esperado de X es∫ +∞

−∞
T · fx(T )dT versión continua

siempre que esa integral converja

2. Para g : B → R función se define

E[g(X)] =

∫ +∞

−∞
g(T ) · fx(T )dT

siempre que la integral converja

3. La varianza de X es

V ar(X) = E[X2]− (E[X])2 =

∫ +∞

−∞
T 2 · fx(T )dT − (

∫ +∞

−∞
T · fx(T )dT )

2

Nota: Sea (Ω, A,P) un espacio de probabilidad, X: Ω → R una v.a.c con PDF fx : R → [0,+∞[. Sea Para
a,b ∈ R:

1. E[aX + b] = aE[X] + b

2. V (aX + b) = a2V ar(X)

Momentos de una v.a.c

Sea (Ω, A, P ) un espacio de probabilidad, X: Ω → R una v.a.c con PDF fx : R → [0,+∞[.
Para cada m numero entero positivo se define el m-esimo momento de X como:

E[Xm] =

∫ +∞

−∞
Tm · fx(T )dT

siempre que esta integral exista, o sea E[Xm] ̸= +∞

Nota:

1. A los momentos E[Xm] se les dice momentos centrados en 0

2. A los momentos E[(X − µ)m] con µ = E[Xm] se les llama momentos centrados en la media

3. V ar(X) = E[(X − µ)2] donde µ = E[X]

4. Si m es un entero positivo tal que E[|X|m] existe y es finito, entonces los momentos E[X],E[X2], ...,E[Xm−1],E[Xm]
existen y son finitos.

Función generadora de momentos

Sea X una v.a.c con PDF fx : R → [0,+∞[.
Se define la función generadora de momentos de X mediante

µx(λ) = E[eλ·x] =
∫ +∞

−∞
eλ·T · fx(T )dT

Siempre que µx(λ) converja para λ en algún intervalo abierto que contiene a 0.
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Teorema Sea X una v.a.c tal que µx es infinitamente derivable en algún intervalo abierto que contiene a
0 (y también existe ah́ı). Entonces para cada entero positivo n se tiene que:

dnMx

dλn
(0) = E[Xn]

Variables aleatorias continuas igualmente distribuidas

Sean X, Y dos v.a.c., estas se dicen estar igualmente distribuidas, y se denota X Ỹ o bien X
d
= Y, si y

solamente si X,Y tienen la misma función de distribución acumulada, o sea Fx = Fy .

Teorema Sean X,Y v.a.c, si existe δ ∈]0,+∞[ tal que Mx(λ) y µy(λ) existen y son iguales para λ ∈]− δ, δ[
entonces X,Y están igualmente distribuidas, tal que Fx = Fy para T ∈ R

Variable aleatoria uniforme

Sea X una v.a.c, X se dice seguir una distribución de v.a.c uniforme si y solo si para algunos números
reales a y b se cumple que su PDF es:

fx(T ) =

{
1

b−a si a < T < b

0 en caso contrario

fX(T )

T

En tal caso se denota X ∼ Unif (a, b) o X ∼ U(a, b), ademas:

• E[X] = a+b
2

• V ar(X) = (b−a)2

12

• Fx(λ) =

∫ λ

−∞
fx(T )dT =

0 si λ ≤ a
λ− a

b− a
si a < λ < b

1 si b ≤ λ

• µx(T ) =

{
1 si T = 0
eTb−eTa

T (b−a si T ̸= 0
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Variable aleatoria exponencial

Sea X una v.a.c., X se dice seguir una distribución exponencial de parámetro θ si y solo si su función de
densidad fx : R → [0,+∞[ cumple que:

fx(T ) =

{
θe−θT si 0 ≤ T

0 si T < 0

θ

fx

T

Y

En tal caso se denota X ∼ exp(θ).
Ademas, se cumple que:

• E[X] = 1
θ , •V ar(X) = 1

θ2

• µx(λ) =
θ

θ−λ • FX(λ) =

{
0 si λ ≤ 0

1− e−θλ si 0 < λ

Nota: Usualmente una v.a.c. X ∼ exp(θ) se usa para representar la cantidad de tiempo necesario para
que ocurra un hecho, y θ usualmente representa el promedio de sucesos que ocurren por unidad de tiempo.

Propiedad de perdida de memoria

Si X ∼ exp(θ) entonces para S, T ∈ R > 0

P{S<X}({S + T < X}) = P({T < X})

Esta es la única v.a.c con esta propiedad

Variable aleatoria normal (Gaussiana)

Sea X una v.a.c, X sigue una distribución normal de parámetros µ y σ2 (esperanza y varianza de X) si y
solo si su PDF fx viene dada por

fx(T ) =
1√

2πσ2
· exp −(T−µ)2

2σ2

• E[X] = µ • V ar(X) = σ2 • µx(λ) = eµ·λ+
1
2σ

2λ2

definida en λ ∈ R
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fX

T

En tal caso, se escribe X ∼ N(µ, σ2). En la practica es común usar µ = 0 y σ2 = 1 , de modo que
X ∼ N(0, 1). En tal caso se dice que X esta distribuida como una v.a.c normal estándar y entonces:

fx(T ) =
1√
2π

e
−T2

2

y en este caso particular:

• E[X] = 0, • V ar(X) = 1, • µx(λ) = e
λ2

2

para todo n entero positivo:

• E[X2n+1] = 0 • E[x2n = (2n)!
2n·n! ]

Variable aleatoria de Cauchy

Sea X una v.a.c.. X se dice estar distribuida como una v.a.c de Cauchy de parámetros α y β si y solo
si su PDF fx : R → [0,+∞[ viene dada por:

fx(T ) =
1
π [

β
(T−α)2+β2 ]

fX

T

Ademas

• Fx(T ) =
1
π arctan(T−α

β ) + 1
2 ,

• No posee función generadora de momentos ni E[Xn] para n entero positivo.

En tal caso se escribe X ∼ Cauchy(α, β).
La forma usual de esta variable es con β = 1, en cuyo caso se denota X ∼ Cauchy(α) y fx(T ) =

1
π [

1
(T−α)2+1 ].

La forma estándar es con α = 0 y β = 1, osea X ∼ Cauchy(0, 1), en cuyo caso fx(T ) =
1
π [

1
T 2+1 ]
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Variable aleatoria con distribución Gamma

Sea X una v.a.c.. X se dice estar distribuida como una v.a.c. Gamma de parámetros α, β números
reales positivos si y solo si su PDF fx : R → [0,+∞[ viene dado por:

fx(T ) =

{
βα·Tα−1·e−βT

Γ(α) si 0 < T

0 si T ≤ 0

Donde Γ(α) =

∫ +∞

0

zα−1 · e−zdz es la funcion Gamma que es continua y converge en su dominio.

fX

T

En tal caso se escribe X ∼ Gamma(α, β) o X ∼ Γ(α, β). Ademas:

• Fx(T ) =
γ(α,βT )
Γ(α)

donde γ(α, βT ) =

∫ βT

0

zα−1e−zdz es la funcion gamma incompleta inferior.

• E[X] = α
β

• V ar(X) = α
β2

• µx(λ) = ( 1
1−λ

β

)α si T ∈]−∞, β[

Nota:

1. Para n entero positivo:
Γ(n) = (n− 1)!

2. Si p ∈]0,+∞[ entonces:∫ +∞

0

Tα−1e−pT dT =
Γ(α)

Pα

3. Γ( 12 ) =
√
π

4. Si α = 1 y β = θ, entonces una v.a.c X con
X ∼ Γ(α, β) = Γ(α, θ) tambien cumple que
X ∼ exp(θ), y en este caso:

fx(T ) =

{
θe−θT si 0 < T

0 si T ≤ 0
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2 Funciones conjuntas de distribución

Función de probabilidad puntual conjunta

Sea (Ω, A,P) un espacio de probabilidad y X : Ω → R y Y : Ω → R variables aleatorias discretas con rangos
respectivos RX = {x1, x2, ..., xm} y RY = {y1, y2, ..., yM}, donde m,M son enteros positivos o infinito
(numerable), es decir, 1 ≤ m ≤ +∞ y 1 ≤ M ≤ +∞.
Se define la función de probabilidad puntual conjunta de X,Y mediante:

PX,Y (xi, yj) = P({X = xi} ∩ {Y = yj}) = P({X = xi}, {Y = yj}) = P(X = xi, Y = yi)

Para xi ∈ RX y yj ∈ RY .
Nota: Se tiene:

m∑
i=1

 M∑
j=1

pX,Y (xi, yj)

 =

M∑
j=1

(
m∑
i=1

pX,Y (xi, yj)

)
= 1.

Si además se define pX,Y (w, z) = 0 para (w, z) un punto de R2 que no está en RX × RY , es decir, cuando
w /∈ RX o z /∈ RY o ambos, entonces para A ⊆ R2 se tiene:

P({(X,Y ) ∈ A}) =
∑

(w,z)∈A

pX,Y (w, z).

Esto es igual a sumar todos los posibles valores de pX,Y (xi, yj) en los puntos (xi, yj) tales que xi ≤ z y
yj ≤ w. O sea, sumar p(xi, yj) en los puntos del rectángulo ]−∞, z]X]−∞, w].

w

z
X

Y

Nota: FX,Y se define sobre todo R. De hecho FX,Y : R → [0, 1]yestaescreciente.

Función de probabilidad marginal

Sean X,Y v.a.d con:

pX(xi) = P({X = xi}) PY (yj) = P({Y = yj}) PX,Y (xi, yj) = P({X = xi} ∩ {Y = yj})
¿Como se relacionan?
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Las funciones de proba puntual de X,Y se pueden recuperar a partir de la conjunta:
1. Función de probabilidad (puntual) marginal de X Esto es igual a sumar en la tabla de pX,Y las
entradas en la fila i

pX(xi) =
∑

yj∈Ry

(pX,Y (xi, yj))

Ry = {y1, y2, ..., yM} =⇒ =

M∑
j=1

(pX,Y (xi, yj))

2. Función de probabilidad (puntual) marginal de Y Esto es igual a sumar en la tabla de pX,Y las
entradas en la columna j

pX(yj) =
∑

xi∈Rx

(pX,Y (xi, yj))

Rx = {x1, x2, ..., xm} =⇒ =
m∑
i=1

(pX,Y (xi, yj))

Observación: Recuperando esperanzas a partir de pX,Y SeanX,Y v.a.d. con rangosRx = {x1, x2, ..., xm}
y Ry = {y1, y2, ..., yM}
Para f una función bien definida sobre RX y g una función bien definida sobre RY , es posible calcular
E[f(x)] y E[g(y)] a partir de pX,Y .

Inicialmente

E[f(x)] =
m∑
i=1

(f(xi) · px(xi))

E[g(y)] =
M∑
j=1

(g(yj) · py(yj))

Ahora también se puede escribir como

E[f(x)] =
m∑
i=1

M∑
j=1

(f(xi) · pX,Y (xi, yj))

E[g(y)] =
M∑
j=1

m∑
i=1

(g(yj) · pX,Y (xi, yj))
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3 Propiedades de la esperanza y la covarianza

Esperanza de una v.a.d. que es función de dos v.a.d.

Sea Ω, A,P un espacio de probabilidad y sea X : Ω → R y Y : Ω → R dos v.a.d. de rangos respectivos
Rx = {x1, x2, ..., xm} y Ry = {y1, y2, ..., yM}, con m,M enteros positivos o infinitos.
Sea h una función definida en algún subconjunto de R2 que contiene a RXxRY , y que toma valores reales,
entonces Z = h(X,Y ) es una nueva v.a.d y su esperanza es:

E[Z] = E[h(X,Y )] =

m∑
i=1

 M∑
j=1

(h(xi, yj) · pX,Y (xi, yj))


siempre que esta suma sea infinita

Teorema:

Sean X,Y v.a.d y a un numero real

1. E[aX + Y ] = aE[X] + E[Y ]

2. V ar(aX + Y ) = a2V ar(x) + V ar(Y ) + 2a(E[X · Y ]− E[X] · E[Y ])

Covarianza

Sean X,Y v.a.d. tales que E[X],E[Y ],E[x · Y ] son finitos
Se define la covarianza de X,Y como:

Cov(X,Y ) = E[X · Y ]− E[X] · E[Y ]

= E[(X − µx) · (Y − µy)]

=

m∑
i=1

 M∑
j=1

((xi − µx) · (yj − µy) · pX,Y (xi, yj))


donde µx = E[X] y µy = E[Y ] que son números reales

Nota: No siempre E[X · Y ] = E[X] · E[Y ]

Observación: Si X=Y entonces Cov(X,X) = E[X2]− (E[X])
2
= V ar(X)

Teorema

Sean X,Y v.a.d y a, b, c, d números reales

1. Cov (aX + b, cY + d) = a · c · Cov(X,Y )

2. V ar(X + Y ) = V ar(X) + V ar(Y ) + 2Cov(X,Y )

Probabilidad condicional dado que una variable tiene valor fijo

Sean X : Ω → R y Y : Ω → R dos v.a.d. de rangos respectivos Rx = {x1, x2, ..., xm} y Ry = {y1, y2, ..., yM},
con m,M enteros positivos o +∞.
Sea yj ∈ RY y considérese el evento E = {Y = yj} y supongase que P(E) > 0.
Se recuerda que hay una probabilidad condicional asociada al evento E y devuelve

P{Y=yj}(F ) = P(F |{Y = yj}) =
P({Y = yj} ∩ F )

P({Y = yj})
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Tiene sentido considerar la función de probabilidad puntual de la v.a.d. X respecto a esta probabilidad

condicional P{Y=yj}(·), que se denota por p
(j)
X = pX |Y = yj , esta viene dada por:

p
(j)
X (xi) = pX |Y = yj(xi)

= PY=yj ({X = xi})

=
P({X = xi} ∩ {Y = yj})

P({Y = yj})

=
pX,Y (xi, yj)

pY (yj)

Nota: Śımbolo para la función: F 7→ P{Y=yj}(F )

Esta función p
(j)
X = pX |Y = yj tiene dominio Rx = {x1, x2, ..., xm} y se denomina función de probabilidad

puntual de X dado que Y = yj .
Similarmente, si xi ∈ Rx es tal que P({X = xi}) > 0 entonces se tiene que:

p
(i)
Y (yj) = pY |X = xi(yj)

= P{X=xi}({Y = yj})

=
pX,Y (xi, yj)

PY (xi)

que es la función de probabilidad de Y dado que X = xi, que esta definida en los yj ∈ RY .
Ademas, dada g : RX → R función, trabajando respecto a la probabilidad condicional P{Y=yj} = P{Y=yj}(·) =
P(·|{Y = yj}) se denota:
La esperanza condicional:

E[g(x)|{Y = yj}] =
m∑
i=1

(
g(xi) · P{Y=yj}({X = xi})

)
=

m∑
i=1

(
g(xi) · pX|Y=yi

(xi)
)

Varianza condicional

V ar(X|{Y = yj}) = E[X2|{Y = yj}]− (E[X|{Y = yj}])2

Variables aleatorias discreta independientes

Sean X,Y v.a.d. sobre un espacio de probabilidad (Ω, A,P) con rangos respectivos RX = {x1, x2, ..., xm} y
RY = {y1, y2, ..., yM} con m,M entonces positivos o infinito.
X,Y se dicen ser independientes bajo P si y solo si se cumple:

P ({X = xi} ∩ {Y = yj}) = P ({X = xi}) · P ({Y = yj})

para todos los xi ∈ RX y yj ∈ RY .
Esto equivale a que pX,Y (xi, yj) = pX(xi) · pY (yj) para todos los xi ∈ RX y yj ∈ RY .

Teorema: Criterio de independencia

Sean X,Y v.a.d. sobre un espacio de probabilidad (Ω, A,P) con rangos respectivos RX = {x1, x2, ..., xm} y
RY = {y1, y2, ..., yM} con m,M entonces positivos o +∞. Son equivalentes:

1. X,Y son independientes bajo P

2. Para cada xi ∈ Rx y yj ∈ Ry se tiene:
pX,Y (xi, yj) = pX(xi) · pY (yj)

3. Para todos los x̃ y ỹ se tiene:
Fx,y(x̃, ỹ) = FX(x̃) · FY (ỹ)
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Nota: Si se encuentra un xi ∈ RX y un yj ∈ RY tal que

pX,Y (xi, yj) ̸= pX(xi) · pY (yj)

entonces X,Y no son independientes bajo P
Similarmente, si se encuentran x̃, ỹ ∈ R tales que:

FX,Y (x̃, ỹ) ̸= Fx(x̃) · FY (ỹ)

entonces X,Y no son independientes

Teorema:

Sean X,Y v.a.d. sobre un espacio de probabilidad (Ω, A,P) con rangos respectivos RX = {x1, x2, ..., xm} y
RY = {y1, y2, ..., yM} con m,M entonces positivos o +∞.
Si X,Y son independientes bajo P entonces:

1. Para f : RX → R y g : RY → R se tiene:
E[f(x) · g(y)] = E[f(x)] · E[g(y)]

2. MX+Y (T ) = MX(T ) ·MY (T ) para T en algún intervalo que contiene a 0

3. V ar(aX + Y ) = a2V ar(X) + V ar(Y ) para algún a ∈ R

Teorema

Sean X,Y v.a.d., entonces:

1. La v.a.d. Z = X + Y cumple:
pZ(Zx) = pX+Y (Zk) = P ({X + Y = Zk}) =

∑
xi∈RX

(pX,Y (xi, Zk − xi)
para cada Zk ∈ RZ = RX+Y

2. Si X,Y son independientes entonces:
pX+Y (Zk) = P({X + Y = Zk}) =

∑
xi∈Rx

(pX(xi) · pY (Zk = xi))
para cada Zk ∈ RX+y

3. Si X,Y son independientes:
P({X ≤ Y }) =

∑
xi∈RX

(P({xi ≤ Y }) · px(xi))

Teorema:

Sean X,Y v.a.d. independientes respecto a P.
Si X ∼ Bin(n, p) y Y ∼ Bin(m, p) entonces X + Y ∼ Bin(n+m, p), y por ende:

P({X + Y = K}) =
(
n+m

k

)
· (1− p)n+m−k · pk

para cada k en {0, 1, ..., n+m}

Teorema

Si X1 ∼ Ber(p), ..., Xn ∼ Ber(p) son variables independientes respecto a P, entonces X1 + ... + XN ∼
Bin(n, p) y por ende

P({X1 + ...+Xn = k}) =
(
n

k

)
· (1− p)n−k · pk

para k en {0, 1, ..., n}.
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Teorema

Sean X ∼ Poisson(λ1) y Y ∼ Poisson(λ2) v.a.d. independientes, entonces X + Y ∼ Poisson(λ1 + λ2) y
por ende

P({X + Y = k}) = e−(λ1+λ2) · (λ1 + λ2)
k

k!

para k en {0, 1, 2, 3, ...}

13



4 Distribuciones conjuntas de v.a.c.

Función de densidad conjunta

Sean X,Y v.a.c., una función f : R2 → R es una función de densidad conjunta de X,Y si y solo si se
cumplen:

1. Para cada (x, y) ∈ R2 se tiene f(x, y) ≥ 0

2. Para cada C una región del plano R2 se tiene:

P({(X,Y ) ∈ C}) =
∫∫

C

f(x, y)dA =

∫∫
C

f(x, y)dxdy

3.
∫∫

R2 f(x, y)dxdy =
∫ +∞
−∞

∫ +∞
−∞ f(x, y)dxdy = 1

Se suele denotar fX,Y = f

Nota: (X,Y ) es una variable bidimensional:

(X,Y ) : Ω → R2

Toma un r ∈ Ω y devuelve un punto
(
x(r), y(r)

)
en R2. El rango de (X,Y ) es por definición:

RX,Y = {(x, y) ∈ R2 : f(x, y) ̸= 0}

Función de distribución acumulada conjunta

Sean X,Y v.a.c., una función F : R2 → [0, 1] se dice ser función de distribución acumulada de X,Y si
y solo si

F (x, y) = P ({X ≤ x} ∩ {Y ≤ y})

se denota FX,Y = F

Teorema

Si f : R2 → [0,+∞[ es la función de densidad conjunta de dos v.a.c. X,Y , entonces

1. FX,Y (X̃, ỹ) =

∫ x̃

−∞

∫ ỹ

−∞
f(x, y)dydx para x̃, ỹ ∈ R siempre que las integrales converjan

2. Para A,B subconjuntos de R se tiene

P ({(X,Y ) ∈ A×B}) = P ({X ∈ A} ∩ {Y ∈ B}) =
∫
B

∫
A

f(x, y)dxdy

Nota: A×B = {(a, b) : a ∈ A, b ∈ B}

3. Si F es la distribución conjunta acumulada de X,Y entonces

fX,Y (x, y) =

{
∂2F (x,y)
∂x∂y si esa derivada existe y es no negativa en(x, y)

0 en caso contrario

Observación: Sea C una región en R2, si R es una (sub)región de C tal que f(x, y) vale 0 para (x, y) fuera
de R entonces: ∫∫

C

f(x, y)dxdy =

∫∫
R

f(x, y)dxdy
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Esperanza de una función de dos v.a.c.

Sea X,Y v.a.c. con función de densidad conjunta f(x, y) y g una función de valor real y definida sobre una
región que contiene a RxXRy.
Se define:

E[g(X,Y)] =
∫
R

∫
R
g(x, y) · f(x, y)dydx

siempre que la integral exista.

Teorema

Sean X,Y v.a.c. con función de densidad conjunta f(x, y). Entonces:

1. E[x] =
∫
R

∫
R
x · f(x, y)dxdy, E[Y ] =

∫
R

∫
R
y · f(x, y)dxdy

2. Para α ∈ R se tiene: E[αX + Y ] = αE[X] + E[Y ]

Teorema: Función de densidad marginal

Sean X,Y v.a.c. con función de densidad conjunta f . Entonces, las funciones de densidad marginales
de X,Y estan dadas por:

fX(x)

∫
R
f(x, y)dy fY (y)

∫
R
f(x, y)dx

Covarianza

Sean X,Y v.a.c., se define la covarianza de X,Y mediante:

Cov(X,Y ) = E[X · Y ]− E[X] · E[Y ] = E[(X − µX) · (Y − µY )]

donde µX = E[X], µY = E[Y ] siempre que la expresión converja.

Nota: La covarianza Cov(X,Y ) mide que tanto se relacionan dos variables X,Y , o sea ”que tanto cambian
juntas”. Cuando Cov(X,Y ) = 0 significa que la manera de variar de X no se relaciona tanto con la manera
de variar de Y (o al menos de una forma ”simple”) Esto puede suceder si X,Y son independientes.

Teorema:

Sean X,Y v.a.c. y a, b, c, d ∈ R se tiene que:

1. Cov(a ·X + b, c · Y + d) = a · c · Cov(X,Y )

2. V ar(X + Y ) = V ar(X) + V ar(Y ) + 2Cov(X,Y )

Independencia

Sean X,Y v.a.c. y sea F la función de distribución acumulada de X,Y . Se dice que X,Y son independi-
entes si y solo si para todos los x, y ∈ R se cumple que:

F (X,Y ) = FX(x) · FY (y)

Equivalentemente, X,Y son independientes si y solo si para todos los x, y ∈ R se cumple que:

f(x, y) = fX(x) · fY (y)

donde f es la función de densidad conjunta de X,Y .

Teorema

Sean X,Y v.a.c. independientes, entonces:
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1. E[X · Y ] = E[X] · E[Y ]

2. Cov(X,Y ) = 0

3. V ar(X + Y ) = V ar(X) + V ar(Y )

4. Para T en algún intervalo que contiene 0 se
cumple que:

M X + Y︸ ︷︷ ︸
Z, nueva var

(T ) = MX(T ) ·MY (T )

Nota: Las v.a.c. independientes cumplen esto, pero cumplirlo no las hace v.a.c. independientes.

Observación: Condicionando funciones de densidad, esperanzas y demás Sean X,Y v.a.c., f su
función de densidad conjunta y sea ỹ un punto de RY tal que fY (ỹ) ̸= 0.

1. La función de densidad de X condicionada a que Y = ỹ se define como la función: fX|Y=ỹ :
R → [0,+∞[ dada por

fX|Y=ỹ(x) =
f(x, ỹ)

fY (ỹ)

2. Dado que A ⊆ R, se define la probabilidad condicional de que X tome un valor en A dado
que Y = ỹ, como:

P({X ∈ A}|Y = ỹ) = P{Y=ỹ}({X ∈ A})
= P({X ∈ A}|{Y = ỹ})

=

∫
A

fX|Y=ỹ(x)dx

=

∫
A

f(x, ỹ)

fY (ỹ)
dx

3. Dada g : Rx → R una función, se define la esperanza condicional de la variable Z = g(x) dado que
Y = ỹ, como:

E[Z|Y = ỹ] = E[g(x)|Y = ỹ] =

∫
R

g(x) · fX|y=ỹ(x)dx

4. Se define la varianza condicional de X dado que Y = ỹ, como:

V ar(X|Y = ỹ) = E[X2|Y = ỹ]− (E[X|Y = ỹ])2

Observación: Sean X,Y v.a.c. independientes con función de densidad conjunta f .
La variable Z = X + Y cumple que:

1. FZ(λ) = FX+Y (λ)

= P({X + Y ≤ λ})

=

∫
R
fX(x) · FY (λ− x)dx

= (fX ∗ FY )(λ)

2. FZ(λ) = FX+Y (λ)

= P({X + Y ≤ λ})

=

∫
R
fX(x) · FY (λ− x)dx

= (fX ∗ FY )(λ)

Teorema:

Si X,Y son v.a.c. tales que X ∼ N(µ, σ2), Y ∼ N(ϵ, η2) y X,Y son independientes, entonces

X + Y︸ ︷︷ ︸
Z

∼ N(µ, ϵ, σ2, η2)
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Teorema:

Sean X,Y v.a.c. tales que X ∼ Exp(θ), Y ∼ Exp(θ) y X,Y son independientes entonces:

1. La v.a.c. Z = min{X,Y } ∼ exp(2θ)

2. X + Y tiene función de densidad:

fX+Y (λ) =

{
θ2λe−θλ si λ ≥ 0

0 si λ < 0
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5 Teoremas ĺımite

Teorema: Desigualdad de Markov

Sea (Ω, A,P) un espacio de probabilidad. Sea X : Ω → R una v.a. que solo toma valores no negativos, tal
que para todo r ∈ Ω se tiene X(r) ≥ 0. Supongase que E[X] es finita. Entonces, para cada α ∈]0,+∞[ se
cumple la desigualdad de Markov:

P ({α ≤ X}) ≤ E[X]

α

Ademas, esta desigualdad también se puede rescribir para formar la desigualdad inversa de Markov:

1− E[X]

α
≤ P ({X < α})

Como X se asume, tomando solo valores no negativos, entonces la desigualdad inversa también es

1− E[X]

α
≤ P ({0 ≤ X < α})

Observación: Si X : α → R es v.a. no negativa con E[X] finita y α ∈]0,+∞[, entonces:

1. Por la desigualdad de Markov:

P ({α ≤ X}) ≤ E[X]

α
,

y una consecuencia de esto es:

P ({α < X}) ≤ E[X]

α
.

2. Por desigualdad inversa de Markov:

1− E[X]

α
≤ P ({X ≤ α})

aśı que también:

1− E[X]

α
≤ P ({X < α})

La utilidad de estas probabilidades es estimar probabilidades

Teorema: Desigualdad de Chebyshev

Sea X : Ω → R una v.a.. Supongase que E[X] = µ y V ar(X) = σ2 existen y son finitos con σ ∈]0,+∞[,
entonces para todo T ∈]0,+∞[ se cumplen:

1. P ({|X − µ| ≥ T}) ≤ σ2

T 2

2. P ({µ− Tσ < X < µ+ Tσ}) = P ({|X − µ| < Tσ}) ≥ 1− 1

T 2

Ley de grandes números

Al realizar diversos ensayos de un experimento, si los ensayos son muy pocos hay mucha posibilidad de error
que hace que haya mucha variabilidad en mediciones que realizan variables aleatorias sobre los resultados
del experimento
En el largo plazo, los resultados de los experimentos tienen un comportamiento mas regular tendiendo al
valor promedia. Esta es la ley de grandes números en acción. Un principio mucho mas general, de
acuerdo al cual hay mas regularidad en el comportamiento de ciertas variables aleatorias cuando se usa un
numero grande de estas

Promediante

Sea X1 : Ω → R, X2 : Ω → R, X3 : Ω → R, ... una sucesión (infinita) de variables aleatorias todas continuas
o todas discretas. Para cualquier entero positivo n, se define una nueva variable aleatoria Xn : Ω → R,
llamada promediante de x1, ..., xn o n-esimo promediante, como la variable aleatoria:

Xn =
X1 +X2 + ...+Xn

n
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Es decir, Xn : Ω → R es la v.a. que. al tomar un r ∈ Ω, se evalua como

Xn(r) =
X1(r) +X2(r) + ...+Xn(r)

n

de modo que Xn(r) es simplemente el promedio de los números reales X1(r), X2(r), ..., Xn(r)

Sucesión de una v.a. i.i.d.

Sea X1 : Ω → R, X2 : Ω → R, X3 : Ω → R, ... una sucesión (infinita) v.a.

1. X1, X2, X3, ... son mutuamente independientes si y solo si para cualquier cantidad finita n de v.a.
distintas Xi1, Xi2, ..., Xin tomados de esta sucesión se tiene que para cada λ1 ∈ Rxi1, λ2 ∈ Rxi2, ...,
λn ∈ Rxin se cumple la función de distribución acumulada de Xi1, ...Xin:

P ({Xi1 ≤ λ1} ∩ {Xi2 ≤ λ2} ∩ ... ∩ {Xin ≤ λn}) = P ({Xi1 ≤ λ1})︸ ︷︷ ︸
FXi1

(λi)

·P ({Xi2 ≤ λ2})︸ ︷︷ ︸
FXi2

(λi)

·... · P ({Xin ≤ λn})︸ ︷︷ ︸
=FXin

(λn)

2. X1, X2, X3, ... se dicen estar idénticamente distribuidas si y solo si para cualesquiera indices i, j en
xi y yj tienen una misma función de distribución acumulada de modo que para cada λ ∈ R:

P ({Xi ≤ λ})︸ ︷︷ ︸
Fxi(λ)

= P ({Xj ≤ λ})︸ ︷︷ ︸
Fxj(λ)

3. X1, X2, X3, ... se dicen ser i.i.d. si y solo si son mutuamente independientes e igualmente distribuidas

Observación Si X1, X2, X3, ... son v.a. igualmente distribuidas, entonces cualesquiera dos de estas Xi, Xj

cumplen que:

1. Para g : R → R una función se cumple: E[g(xi)] = E[g(xj)] siempre que existan

2. V ar(Xi) = V ar(Xj)

Teorema: Ley fuerte de grandes números

Sea (Ω, A,P) un espacio de probabilidad. Sea X1 : Ω → R, X2 : Ω → R, X3 : Ω → R, ... una sucesión
(infinita) de v.a. i.i.d. tales que sus esperanzas son finitas. Por la observación anterior, todas las esperanzas
de X1, X2, X3, ... son iguales, aśı que sea mu el valor de estas, o sea, que para indice i en {1, 2, 3, ...}:
E[Xi] = µ, entonces:

1. Versión 1: P({ lim
n→+∞

Xn = µ}) = 1

Esto es la probabilidad de que un resultado r ∈ Ω del experimento dado al azar cumpla que: lim
n→+∞

Xn(r) =

µ es 1. La sucesión numérica X1(r), X2(r), X3(r), ... converge a µ. Esto no quiere decir que todos los
resultados r ∈ Ω del experimento cumplen lim

n→+∞
Xn(r) = µ, si no que el conjunto de resultados r ∈ Ω

que no la cumplen es ”muy pequeño” respecto a la probabilidad P

2. Versión 2
Conforme el entero positivo n se hace cada vez mas grande, el n-esimo promediante Xn toma valores
cada vez mas cercanos al valor esperado µ en casi todos los resultados r ∈ Ω.
O sea, para casi todos los posibles resultados r ∈ Ω del experimento, el valor del n-esimo promediante
Xn en r, o sea, Xn(r), se acerca cada vez mas al valor esperado µ conforme n se hace cada vez mas
grande.
Es decir, el valor Xn se acerca al valor esperado µ casi siempre cuando n es un numero muy grande
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El teorema del limite central, en una versión simplificada, establece que al realizar un experimento y tomar
distintas muestras a los resultados del experimento, si se toma un numero suficientemente grande de muestras,
entonces sigue una distribución acumulada aproximadamente normal.
En la practica, no siempre es posible conocer la distribución acumulada precisa de las v.a. con las que se
trabaja, o bien estas no siguen una distribución normal. Sin embargo, bajo ciertas condiciones, por teorema
del limite central, se sabe que la estandarización del promedio de estas sigue una distribución acumulada
aproximadamente normal.
Esto permite poder estimar ciertas probabilidades relacionadas con las variables originales, a pesar de que no
se conozcan las distribuciones exactas de esas variables. De este modo, las distribuciones normales aparecen
en muchos fenómenos del mundo real.

Estandarización de una variable aleatoria

Sea X : Ω → R una v.a.. Supongase que E[X] = µ, V ar(X) = σ2 son finitos y que V ar(X) = σ2 > 0, donde
σ ∈]0,+∞[ es la desviación estándar. Entonces la v.a.:

X̂ =
X − E[X]√
V ar(X)

=
X − µ

σ

es una nueva v.a. X̂ : Ω → R denominada como estandarización de X. Esta cumple que:

E[X̂] = 0 V ar(X̂) = 1

Teorema: Limite central

Sea (Ω, A,P) un espacio de probabilidad. Sea X1 : Ω → R, X2 : Ω → R, X3 : Ω → R, ... una sucesión
(infinita) de v.a. i.i.d. Se sabe que X1, X2, X3, ... tienen misma esperanza y varianza. Supongase que existen
la esperanza µ = E[Xi] y la varianza σ2 = V ar(Xi) y que σ2 = V ar(Xi) > 0, donde σ ∈]0,+∞[.
Para cada n ∈ {1, 2, 3, ..} considérese al n-esimo promediante:

Xn(r) =
X1(r) +X2(r) + ...+Xn(r)

n

Entonces, para todo λ ∈ R:
lim

n→+∞

(
F
X̂n

(λ)
)
= FN(0,1)(λ)

o sea:
lim

n→+∞

(
P
(
{X̂n ≤ λ}

))
= P ({N(0, 1) ≤ λ})

En palabras: Cuando n va creciendo, la función de distribución acumulada F
X̂n

de la estandarización X̂n

del n-esimo promediante se va aproximando cada vez mas a la función de distribución acumulada FN(0,1)(λ)
de una variable normal estándar N(0, 1). Aśı, cuando n es grande, el comportamiento de la estandarización:

X̂n =
Xn − µ√

σ2

n

=

√
n
(
Xn − µ

)
σ

∼ N(0, 1)
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6 Cadenas de Markov

Una cadena de Markov es un tipo particular de proceso estocástico en el que el modo en el que se produce
un estado futuro depende unicamente del estado inmediatamente anterior tomado.
Intuitivamente, es un proceso cuyo estado futuro depende unicamente del estado presente y no de los estados
pasados
Estas sirven para modelar la manera en que ciertos fenómenos y procesos aleatorios evolucionan en función
del tiempo, tales como tasas de interés, precios de activos financieros, entre otros. Permiten también hacer
predicciones sobre el futuro. ¿A que se refiere un proceso estocástico? Es una colección de variables aleatorias
que ”van evolucionando en el tiempo.”

Proceso estocástico (real)

Sea (Ω, A,P) un espacio de probabilidad. Sea T un conjunto no vaćıo de indices. (Representa un conjunto
de instantes temporales de interés).
Para cada instante T en T sea XT : Ω → R una variable aleatoria. A la colección:

(XT : T ∈ T)︸ ︷︷ ︸
Los XT tal que T es un instante de T

de todas esas v.a. se le denomina como proceso estocástico (real).
Cuando el conjunto de tiempos T es finito o infinito numerable se dice que (XT : T ∈ T) es un proceso
estocástico discreto (y usualmente T ⊆ {0, 1, 2, 3, ...}.
Cuando el conjunto de tiempos T es infinito no numerable se dice que (XT : T ∈ T) es un proceso estocástico
continuo (y usualmente T ⊆ [0,+∞[).
Asimismo, al conjunto S formado por todos los valores reales alcanzados por variables aleatorias del proceso
estocástico (XT : T ∈ T) se le denomina como conjunto de estados o espacio de estados del proceso
estocástico, o sea:

S = {XT (r) : T ∈ T, r ∈ Ω}
Entonces, S es el conjunto de todos los posibles valores reales alcanzados por las v.a. XT del proceso
estocástico en instantes T y elementos r ∈ Ω del espacio muestral

Cadena de Markov (discreta)

Sea (Ω, A,P) un espacio de probabilidad. Sea (XT : T ∈ T) un proceso estocástico con T = {1, 2, 3, ...,m}
(puede iniciar en 0 también) finito o infinito. (XT : T ∈ T) se dice ser una cadena de Markov si y solamente
si para cualquier cantidad finita de estados s0, s1, s2, ..., sn, sn+1 en el conjunto de estados S de esta cadena
y para X0, X1, ..., Xn, Xn+1 las primeras variables se cumple que la probabilidad de pasar al siguiente estado
depende solo del estado Xn actual y no de los anteriores, tal que:

P ({Xn+1 = Sn+1}|{X1 = S1, X2 = S2, ..., Xn = Sn}) = P ({Xn+1 = Sn+1}|{Xn = Sn})

En este curso se va a suponer que las cadenas de Markov tienen la siguiente propiedad estacionaria:
Para cada n y cualesquiera estados x, y en S se cumple que:

P ({Xn+1 = y}|{Xn = x}) = P ({X2 = y}|{x1 = x})

Esto nos dice que, la probabilidad de que Xn+1 pase al estado y dado que el estado anterior era Xn = x es
igual a la probabilidad de que X2 haya pasado a y dado que el estado inicial era X1 = x. En esencia, que
las probabilidades al cambiar de estados se dan del mismo modo sin importar en cual instante se encuentre
en la cadena.
Gracias a esta propiedad estacionaria, tiene sentido definir una función de probabilidad de transición
de un paso p : S2 → [0, 1] que toma un par de estados x, y en S y devuelve la probabilidad

p(x, y) = P ({Xn+1 = y}|{Xn = x})

de que el valor de la siguiente variable siguiente Xn+1 sea y en caso de que el valor de la variable anterior
haya sido Xn = x
O sea, p(x, y) describe la probabilidad de cambios entre estados x y y
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Matriz de transición de un paso

Sea XT : T ∈ T una cadena de Markov con T = {1, 2, 3, ...} y con un conjunto de estados S = {s1, s2.s3, ...}.
Sea p(x, y) la función de transición de la cadena de Markov XT : T ∈ T. La matriz:

M =


p(s1, s1) p(s1, s2) p(s1, s3) . . .
p(s2, s1) p(s2, s2) p(s2, s3) . . .
p(s3, s1) p(s3, s2) p(s3, s3) . . .

...
...

...
. . .


se denomina como matriz de transición de la cadena de Markov XT : T ∈ T.
Nota: Cada fila de la matriz de transición suma 1.

Grafo de una cadena de Markov

Un grafo (dirigido) es un conjunto de vértices junto con aristas (flechas) que conectan vértices. En el contexto
de una cadena de Markov XT : T ∈ T con conjunto de estados S = {s1, s2.s3, ...} los vértices se usan para
representar los estados y las aristas (flechas) se usan para expresar la función de transición p(x, y):

Si Sj

p(Si, Si) p(Si, Sj) p(Sj , Sj)

p(Sj , Si)

Si p(sm, sn) = 0, se puede omitir su flecha.
Nota: En términos de grafo, para sm un estado, la suma de los valores de todas las flechas que salen de sm
es 1.

Teorema: Algunas propiedades de cadenas de Markov Sea XT : T ∈ T una cadena de Markov con
T = {1, 2, 3, ...} y estados S = {s1, s2.s3, ...}

1. Para s1, s2, ..., sn es S se cumple que:

P(X1 = s1, X2 = s2, . . . , Xn = sn) = P(X1 = s1)︸ ︷︷ ︸
Esto pone X1 = s1

· p(s1, s2)︸ ︷︷ ︸
paso X2 = s2

· p(s2, s3)︸ ︷︷ ︸
paso X3 = s3

·... · p(sn−1, sn)︸ ︷︷ ︸
paso Xn = sn

2. Para s1, s2, ..., sn es S:

P ({Xn+m = s}|{X1 = s1, X2 = s2...., Xn = sn}) = P ({Xn+m = s}|{Xn = sn})

Esto se refiere a que, cuando se avanzan m pasos o unidades temporales en el proceso, la probabilidad
de tomar el estado Xn+m = s dado que el estado en el instante n era Xn = sn no depende de los
estados previos a este.
O sea, la probabilidad sigue dependiendo unicamente en el ultimo estado conocido, sin importar que
ahora se avancen m pasos

Función de transición en m pasos

Sea (XT : T ∈ T) una cadena de Markov con un conjunto de estados S = {s1, s2, ...} y T = {1, 2, 3, 4, ..}.
Sea m un entero positivo adecuado. Se define la función de probabilidad de transición en m pasos
pm : S2 → R como la función que toma estados x, y en S y devuelve:
pm(x, y) = P ({Xn+m = Y }|{Xn = x}) la probabilidad de que, dado que en un instante n se tiene que el
estado es Xn = x, en m pasos futuros al estado pase a ser Xn+m = y.
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Nota: si m = 0 se toma:

p0(x, y) =

{
1 si x = y

0 si x ̸= y

Teorema: Ecuaciones de Chapman-Kolmogorov

Sea (XT : T ∈ T) una cadena con conjuntos de estados S. Si x, y son estados en S entonces:

pn+m(x, y) =
∑
z∈S

(pn(x, z) · pm(z, y))

Aśı, si S = {s1, s2, s3, ...} entonces:

pn+m(x, y) = pn(x, s1) · pm(s1, y) + pn(x, s2) · pm(s2, y) + pn(x, s3) · pm(s3, y) + ...

Matriz de transición en m pasos

Sea (XT : T ∈ T) una cadena de Markov con un conjunto de estados S = {s1, s2, ...}. La matriz de
transición en m pasos de esta cadena de Markov es una matriz que codifica la información de la función
de transición en m pasos pm, como sigue:

Mm =


pm(s1, s1) pm(s1, s2) pm(s1, s3) . . .
pm(s2, s1) pm(s2, s2) pm(s2, s3) . . .
pm(s3, s1) pm(s3, s2) pm(s3, s3) . . .

...
...

...
. . .


Teorema: Sea (XT : T ∈ T) es una cadena de Markov. Si M es una matriz de transición de un paso,
entonces el producto matricial:

Mm = MM . . .M︸ ︷︷ ︸
m veces

es igual a la matriz de transición Mm de m pasos de la cadena de Markov. Como consecuencia:

Mm+n = Mm ·Mn

Relación de comunicación entre estados

Sea (XT :∈ T) una cadena de Markov con T = {1, 2, 3, ..} (infinito o no infinito) y S el conjunto de sus
estados. Para dos estados x, y en S se tiene:

1. Se dice que x se comunica (en ese orden) con y si y solo si existe un instante n en T, tal que

P ({XN = y}|{X1 = x}) > 0

(No es imposible que el sistema alcance eventualmente el estado y dado que comenzo en el estado x).
En tal caso se denota x → y
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X S2

S3 Y

S1

0.1

0.9 10.2

0.8

0.7

0.3

1.0

Esto significa que hay un camino de flechas de probabilidad no nula que va de x hasta y.
En caso contrario, cuando x no se comunica con y, se denota x��→y.

X

Y

S1 S2

1

1

0.8

0.2

1

Aqui x no se comunica con y, pues no hay flechas que lleguen a y. Sin embargo, aqui partiendo de y si
se puede llegar a x. De este modo x��→y, pero y → x. Esto nos dice que, puede suceder que un estado
no se comunique con otro, pero al reves si.

2. x, y se intercomunican, escrito como x ↔ y, si y solo si se cumplen simultaneamente que x → y,
y → x.

X

Y

S1

S2

S3

0.1

0.9

0.3
0.7

0.2

0.8

1

1
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3. El estado x se dice absorbente si y solo si p(x, x) = 1. Se dice estado absorbente, pues al llegar al
estado de x es imposible salir de ahi

XS1 S2

S3

1

0.2

0.8 0.7

0.3

0.50.5

4. La cadena de Markov (XT : T ∈ T) se dice irreducible si y solo si para cualesquiera dos estados x, y
en S se cumple que x ↔ y. Esto nos dice que no es imposible (proba ̸= 0) ir de un estado a cualquier
otro.

X Y

S1S2

0.1

0.9

1

0.5
0.5

1

Si la cadena es no irreducible, es imposible ir de un estado cualquiera a otro, por ejemplo: y ��→ x

X Y

S1

0.5

0.5

1

1

Observacion En una cadena de Markov (XT :∈ T) dos estados x, y diferentes x ̸= y) se comunican si y
solo si existe un entero positivo m tal que la funcion de transicion en m pasos pm es estrictamente positiva
en x, y o sea:

pm(x, y) > 0

En resumen: x → y si y solo si existe un entero positivo tal que pm(x, y) > 0

25



Definicion

Sea (XT :∈ T) una cadena de Markov. Para n un entero positivo y x, y dos estados en S se denota mediante
fn(x, y) a la probabilidad a partir del estado X llegar al estado Y por primera vez exactamente en el instante
n, o sea:

fn(x, y) = P

(
{Xn = y,Xn−1 ̸= y, ..., x2 ̸= y}

Llegar a y en n sin llegar antes

| {X1 = X}
Partiendo de X

)
Ademas X un estado en S:

1. X es recurrente si y solo si:
+∞∑
n=1

(fn(x, x) = 1)

Es imposible, al comenzar en el estado X, no regresar eventualmente al estado X en un tiempo finito.
Teorema: Si x es un estado absorbente entonces x es recurrente, pero un estado recurrente no es
absorbente.

X

S2

S1

S3

S4

0.5 0.5

1 1

0.7

0.3 1

2. X es transitorio si y solo si:
+∞∑
n=1

(fn(x, x) < 1)

Existe una posibilidad de partir de x y nunca regresar a un estado x en el futuro.

X

S2S1

S3

0.5 0.5

1

1

1

Teorema: Sea (XT :∈ T) una cadena de Markov. Sean x, y estados de S.

1. Si x es un estado recurrente y x → y, entonces y es tambien recurrente y y → x

2. Si x ↔ y entonces:

• x es transitorio si y solo si y es transitorio

• x es recurrente si y solo si y es recurrente
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Definicion

Sea (XT :∈ T) una cadena de Markov. Sea C un conjunto formado por algunos estados S (C ⊆ S).
C se dice estar cerrado si y solo si cuando el sistema llega a algun estado en C entonces en e; futuro sigue
tomando estados en C, o sea:

P ({X2 /∈ C o X3 /∈ C o ...}|{X1 ∈ C}) = 0
Es imposible salir de C y llegar a un estado fuera de C

C1 C2

C3

S2S1

1

11

1 1

Dado C = {C1, C2, C3}, es imposible salir de C y llegar a un estado fuera de C

Teorema: Sea (XT :∈ T) una cadena de Markov y S su conjunto de estados.

1. Si C ⊆ S es un subconjunto cerrado de estados tal que C es irreducible y tambien finito, entonces
todos los estados x de C son recurrentes.

2. Si la cadena de Markov dada cumple que su conjunto de estados S es finito e irreducible, entonces
todos los estados x de la cadena de Markov son recurrentes

Definicion

Sea (XT :∈ T) una cadena de Markov con estados S = {s1, s2, s3, ...}. Una distribucion de probabilidad
r es un vector de probabilidades r = (r(s1), r(s2), ...). Esta distribucion r se dice ser estacionaria o
invariante si y solo si cumple para cada estado y en S se cumple:

r(y) =
∑
s∈S

(r(s) · p(s, y))

Teorema: Sea (XT :∈ T) una cadena de Markov con estados S = {s1, s2, s3, ...}. Sea M su matriz de
transicion de un paso. Una distribucion de probabilidad r = (r(s1), r(s2), ...) es estacionaria si y solo si:

r = r ×M

Siendo este un producto matricial con r vector fila
Ademas, si r = (r(s1), r(s2), ...) es una distribucion de probabilidad estacionaria de la cadena de Markov,
entonces todo estado x que sea transitorio cumple que r(x) = 0
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